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Аннотация. Цель настоящего обзора — рассмотреть возможность применения теории интегрированной информации к
анализу нейронной активности головного мозга. Ранее было показано, что коэффициент интегрированной информации
Φ отражает степень динамической сложности системы и способен предсказывать степень успешности её работы, опре-
деляемую классическими наблюдаемыми критериями. Исходя из этого, становится актуальным вопрос относительно
применения теории интегрированной информации к анализу изменений в спайковой активности головного мозга в
процессе приобретения нового опыта. Заключение. Были рассмотрены основы теории интегрированной информации
и её возможное применение в нейробиологии для исследования процесса приобретения нового опыта. Показано,
что коэффициент интегрированной информации Φ является метрикой, способной оценить динамическую сложность
нейронных сетей головного мозга, увеличивающуюся с приобретением опыта. Предложены методы, позволяющие на
практике вычислить значение коэффициента Φ для данных нейронной активности.
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Abstract. Purpose of this review is to consider the possibility to apply the integrated information theory to investigate the 
brain neural activity. Earlier was shown that the integrated information amount Φ quantifies a degree of a dynamic complexity 
of a system and able to predict a level of its success defined by classic observable benchmarks. For this reason, a question 
arises about the application of the integrated information theory to analyse changes in brain spiking activity due the acquisition 
of new experience. Conclusion. The bases of the integrated information theory and its possible application in neurobiology to 
investigate the process of new experience acquisition were reviewed. It was shown that the amount of integrated information 
Φ is a metric which is able to quantify the dynamic complexity of brain neural networks increasing when the new experience is 
acquired. Methods, enabling the practical calculation of Φ for spiking data, were proposed.
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Основы теории интегрированной информации

Теория интегрированной информации (Integrated Information Theory, IIT) и её основное
понятие — коэффициент интегрированной информации Φ — первоначально были предложены
для оценки уровня сознания в головном мозге [1–4]. С помощью IIT была предпринята попытка
объяснить, каковы особенности нейронной активности, лежащей в основе феномена осознанных
субъективных ощущений, почему они появляются именно благодаря работе головного мозга и
возникают ли они в других сложных системах. Дж. Тонони предположил, что сознание возникает
только в тех системах, где происходит интеграция информации. Коэффициент Φ оценивает две
способности сложной системы, критически важные для её работы — сегрегацию информации
и её интеграцию. Сегрегация означает, что система должна иметь возможность находиться в
как можно большем числе состояний, чтобы генерировать как можно больше информации. При
этом важно, чтобы компоненты системы были сильно специализированы, то есть были связаны
с кодированием, например, только одного вида стимулов. Интеграция заключается в том, что
такие компоненты системы должны быть взаимосвязаны между собой. Это критически важно для
работы системы как единого целого. Малые значения Φ указывают либо на слабую генерацию
специализированной информации компонентами системы, либо на то, что в системе имеется
место со слабой взаимосвязью компонентов. И то и другое отрицательно сказывается на её
производительности в задачах, наблюдаемой извне с использованием классических критериев.

Для лучшего понимания, почему и сегрегация, и интеграция важны, Тонони и коллеги при-
водят аналогию со светочувствительной матрицей фотоаппарата. Каждый из, например, миллиона
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пикселей может находиться в одном из двух состояний (на него падает или не падает свет), и
таким образом матрица способна закодировать 21000000 возможных состояний. Это означает, что
способность матрицы к дифференциации информации очень высока — она способна различить
очень большое количество поступающих на неё изображений. Однако никаких взаимозависимо-
стей между состояниями пикселей нет, они полностью независимы и между ними нет никаких
связей. Поэтому никаких выводов из закодированной информации сделать нельзя, никакая обра-
ботка поступившего изображения в такой системе невозможна. Таким образом, система способна
только к хранению информации, но не использованию её для обработки и получения выводов.

С применением IIT были получены результаты, хорошо согласующиеся с уже имеющимися
экспериментальными данными о малом вкладе мозжечка и большом вкладе коры головного мозга
в процессы сознания [5], а также были показаны различия в предсказываемом уровне сознания в
состояниях бодрствования, сна [6], анестезии [7] и при различных повреждениях мозга [8], что
может быть полезно в медицине для определения, в сознании пациент или нет [9, 10]. Однако
в таком применении теория была подвергнута серьёзной критике. Во-первых, она приписыва-
ла высокий уровень сознания системам, которые не обладают сознанием исходя из здравого
смысла, например, компьютерам. Во-вторых, сознание не зависит от наблюдателя, в отличие
от информации, поэтому исходя из информации заявлять о присутствии сознания не корректно.
Наконец, для вычисления показателя Φ используется набор дискретных состояний системы,
что, хотя и является достаточным в большинстве случаев, приводит к потере информации —
например, для тех же нейронов, у которых локальные полевые потенциалы кодируют большое
количество информации [11, 12]. Поэтому вопрос об описании уровня сознания этой теорией
остаётся открытым.

В то же время было показано, что коэффициент интегрированной информации Φ хорошо
описывает производительность других сложных систем, состоящих из некоторого количества
взаимодействующих элементов [13, 14]. По мнению исследователей, Φ показывает внутреннее
состояние сложных самоорганизующихся систем, состоящих из отдельных элементов, в которых
при определённом уровне сложности возникает порядок. Φ описывает внутреннюю структуру,
приводящую к определённому поведению системы, к сложности возникающих в ней состояний
(«What the system is»), а не описывает наблюдаемые состояния системы извне («What the system
does») [15, 16]. Так, в работе [14] коэффициент интегрированной информации вычислялся на двух
наборах данных: для команд людей, выполняющих задачи, напрямую связанные с командным
взаимодействием, и для группы редакторов статей в Wikipedia. В первом случае 68 групп людей,
из 4-х человек каждая, решали различные задачи, например, отвечали на интеллектуальные
вопросы методом мозгового штурма или набирали текст в общем онлайн-редакторе. Общим во
всех задачах было то, что участники команд должны были взаимодействовать друг с другом для
успешного выполнения задания. В качестве узлов в сети выступали люди, которым в каждый
момент времени приписывалось состояние «1», если человек в это время разговаривал, и «0»,
если молчал. Таким образом, коэффициент Φ оценивал генерацию информации в сети, состоящей
из людей. В результате коллективный интеллект команд (среднее число баллов, набранное коман-
дами в процессе выполнения всех задач), статистически значимо коррелировал со значением Φ,
рассчитанным за время работы команд (рис. 1, а). Во втором наборе данных рассматривалась
история редактирования 999 наиболее важных статей в Википедии. Для каждой статьи рассматри-
вались все люди, которые редактировали её. Коэффициент интегрированной информации Φ для
таких групп людей оказался статистически достоверно связан с оценкой их статьи, выдаваемой
пользователями на сайте (по пятибалльной шкале) (рис. 1, b).

В работе [13] коэффициент интегрированной информации рассчитывался для виртуальных
модельных организмов («animats»), обучаемых навыку ориентирования в лабиринте. Организм
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Рис. 1. Примеры применения теории интегрированной информации к анализу поведения различных сложных систем.
a — Взаимосвязь между коэффициентом интегрированной информации и коллективным интеллектом для групп
людей. b — Взаимосвязь между группами редакторов статей в Wikipedia и оценками данных статей. Адаптировано
из [14]. c — Использование коэффициента интегрированной информации, рассчитанного различными методами, для
оценки поведения виртуального организма в лабиринте. Слева: ход обучения организмов, показана нормированная
фитнес-функция. Справа: изменение со временем коэффициента интегрированной информации, рассчитанного тремя
различными способами. Между Φ и фитнес-функцией наблюдается корреляция. Адаптировано из [13] (цвет онлайн)

Fig. 1. Examples of the integrated information theory application for analysis of the action of different complex systems.
a — Correlation between an integrated information coefficient and a collective intelligence for human groups. b — Relation
between groups of Wikipedia editors and manuscript grades (1–5). Changed from [14]. c — Application of an integrated
information coefficient calculated with different methods to quantify the behavior of a virtual entity in a maze. Left: learning
process; a normalized fitness function is shown. Right: evolution of integrated information coefficient calculated with three
different ways. A correlation between Φ and a fitness function is observed. Changed from [13] (color online)

имел сенсоры, движущие органы и внутренние промежуточные элементы для обработки инфор-
мации, каждый из которых являлся узлом сети, имеющим состояние «0» или «1». Сеть из данных
элементов работала по вероятностному принципу, с заданными вероятностями перехода из состоя-
ния в состояние. Организму требовалось пройти слева направо случайно генерируемый лабиринт
со множеством вертикальных стенок, имеющих по одной двери в различных местах. Обучение
организмов проводилось с помощью генетического алгоритма, в основе которого лежит приме-
нение на каждой итерации (поколении) случайных изменений (мутаций) и случайное слияние
сгенерированных систем (скрещивание). При этом от поколения к поколению изменялись вероят-
ности перехода и структура связей между элементами. В результате оказалось, что коэффициент
интегрированной информации, рассчитанный для элементов сети (не для вероятностей перехода!)
увеличивался с ходом обучения. Точно так же увеличивалась и функция приспособленности,
показывающая успех организма, и зависящая от количества проходов через двери и расстояния до
последней двери (рис. 1, c). Таким образом, показатель Φ предположительно оценивает характер
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совместной работы системы, сложность взаимодействий между её элементами, обеспечивающую
производительность в задачах, выполняемых системой.

Для головного мозга (in vivo и в симуляциях) коэффициент Φ также показывал взаимосвязь
с развитием мозга и успешностью выполняемого поведения. В работе [17] в вычислительной мо-
дели головного мозга, в которой были симулированы 5.2 млн нейронов, производилось обучение
по правилу Хэбба. Обучение характеризовалось ростом количество аттракторов (образующихся в
результате самоорганизации стабильных паттернов активности нейронов, которые, по имеющимся
сведениям, кодируют определённые стимулы [18, 19] и таким образом прямо обеспечивают сегре-
гацию информации). После обучения был замечен рост показателя интегрированной информации.
Для вычисления Φ по 5.2 млн модельных нейронов из мембранных потенциалов нейронов были
симулированы сигналы, регистрируемые с помощью электроэнцефаллографии (ЭЭГ) по закону
Кулона [17]. В работе Дж. Ислера с соавторами [20] коэффициент интегрированной информации
вычислялся для ЭЭГ, записанной у новорождённых детей, в зависимости от возраста (в днях).
Было показано, что показатель Φ растёт вместе с возрастом. Поскольку в детском возрасте
происходит активное развитие мозга, данный факт подтверждает гипотезу о том, что Φ описывает
развитие сложной системы. В работе [21] при обучении животных пространственному навыку
коэффициент Φ для нейронной активности гиппокампа, рассчитанный различными способами,
имел положительную корреляцию с метрикой успешности обучения, зависящей от среды —
количеством вознаграждений, выдаваемых животному. В работе [22] аналогичный результат
был показан при пространственно-аверсивном (связанным со страхом) обучении для нейронной
активности двух областей головного мозга (гиппокампа и миндалины) (рис. 2, a). Кроме того, в
те дни, когда наблюдался рост количества вознаграждений, но не в последующие, была показана
корреляция между Φ для нейронов гиппокампа и Φ для нейронов миндалины (рис. 2. b).

Рис. 2. Пример применения теории интегрированной информации для оценки степени успешности обучения.
a — взаимосвязь Φ для нейронов гиппокампа и миндалины с относительным количеством вознаграждений (нор-
мированным на время сессии обучения). b — взаимосвязь Φ для нейронов гиппокампа и Φ для нейронов миндалины:
слева — до достижения дня с максимальным количеством вознаграждений, в середине — в течение этого дня, справа —
после этого дня и до конца обучения. Адаптировано из [21, 22] (цвет онлайн)

Fig. 2. Example of the integrated information theory application for quantification of the degree of learning success.
a — correlation between Φ for hippocampus and amygdala neurons and a relative number of rewards (normalized by the
learning session duration). b — correlation between Φ for hippocampus and amygdala neurons: left — before the day when
the maximal number of rewards was achieved, middle — during a such day, right — after this day until the end of learning.
Changed from [21,22] (color online)
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Эти результаты показывают, что сегрегация и интеграция информации, описываемые коэф-
фициентом интегрированной информации Φ, взаимосвязаны с успешностью функционирования
сложной системы. Поэтому применение теории интегрированной информации к анализу ней-
ронной активности головного мозга представляется перспективным подходом. Коэффициент Φ
способен показывать внутренние изменения в сложной системе, поэтому позволит учесть ранее
не известные закономерности в паттернах нейронной активности. Это позволит более точно
оценивать степень вовлечённости определённых нейронных групп в процесс обучения и уровень
пластических изменений, происходящих в головном мозге в процессе приобретения навыков.

Основы процессов сегрегации и интеграции информации

Успешное применение IIT для анализа различных систем показывает, что сегрегация и
интеграция информации обнаруживаются в различных самоорганизующихся системах [13,14].
Головной мозг не является исключением. Подобные процессы напрямую вытекают из сетевой
структуры головного мозга, образованной нейронами и их взаимодействиями. Сетевая структура
мозга представлена сообществами с тесными внутренними взаимными связями. Было показа-
но [23], что нейронные сообщества реализуют сегрегацию информации, а связи между ними —
интеграцию. Рассмотрим данные процессы подробнее.

Ещё в начале XX века с помощью простейших методов микроскопии было показано, что
мозг не является однородным, а имеет большое количество ярко выраженных анатомических
областей [24, 25]. В дальнейшем внутри головного мозга были обнаружены кластеры нейро-
нов [26], структура которых определяется анатомическим устройством мозга [27]. При таком
устройстве сети в ней образуются особые подгруппы нейронов, которые содержат большое
число связей — значительно большее, чем все остальные нейроны. Данная подгруппа называется
«клубом избранных» («Rich club»). Такие клетки встречаются в каждом кластере и отвечают за
связь и обмен информацией между кластерами. В результате получается, что каждый кластер
может содержать клетки, имеющие связи с остальными кластерами. Такие клетки называют хаба-
ми. «Клуб избранных» образует мощную структуру, обеспечивающую связи между кластерами,
позволяя информации быстро переходить практически из любого кластера в любой. Показано,
что по сравнению со случайной сетью такая структура позволяет значительно уменьшить длину
пути между областями [28], что, как будет показано далее, критически важно. Образование
«клуба избранных» описывается моделью сетей Барабаши–Альберта [29], где связи у каждого
узла образуются с вероятностью, пропорциональной уже имеющемуся количеству связей этого
узла. Предлагаемая генеративная модель объясняет подобную структуру — клетки из «клуба из-
бранных» будут образовывать синаптические связи вероятнее, чем остальные, поэтому с большой
вероятностью свяжутся с клетками изо всех других кластеров, а не только с ближайшими. В таких
сетях высок глобальный коэффициент кластеризации 𝐶, определяемый как среднее по всем узлам
отношение количества связанных между собой пар соседей узлов к полному количеству пар
соседей узлов. Он показывает, насколько сильно в сети выражены узлы-хабы, имеющие большое
число связей.

Каждый кластер, в свою очередь, внутри построен по определённым правилам, которые
являются прямой противоположностью организации хабов. Хорошая специализация на выполне-
нии какой-либо функции требует быстрого обмена информацией внутри сообщества. Для этого
требуется максимально сократить длину проводящих путей между нейронами в сообществе.
И нейроны в специализированных регионах мозга действительно образуют такие сети, что было
подтверждено различными методами [30–33]. Структура нейронных связей в подобных кластерах
описывается с помощью модели так называемых «сетей тесного мира» (Small-World networks).
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Первоначально подобные сети были предложены для описания графа социальных связей между
всеми людьми — было выявлено, что в среднем двух случайно взятых людей разделяют только 6
знакомств, и что люди, используя только свои знакомства, только локально доступных им людей,
самостоятельно находят эти пути [34]. Это показывает высокую скорость обмена информацией в
подобных сетях. Возникновение сети «тесного мира» описывается моделью Уоттса–Строгаца [35]:
в регулярной кольцевой сети с 𝑘 для каждой связи производится случайное испытание с вероят-
ностью положительного исхода 𝑝, и в случае положительного исхода эта связь перенаправляется
одним из концов на другой узел, случайно выбранный таким образом, что до перенаправления
аналогичной связи не существовало. При 𝑝 = 0 образуется полностью регулярная сеть (что
очевидно, поскольку никакие связи в исходной регулярной сети модифицированы не будут), а при
𝑝 = 1 результирующая сеть получится полностью случайной. Таким образом, сеть в каждом
регионе мозга является результатом баланса между случайностью и регулярностью. Важнейшим
свойством сетей «тесного мира» является то, что они имеют крайне низкую среднюю длину пути
между двумя элементами, слабо зависящую от их количества. Согласно исследованию Уоттса и
Строгаца, средняя длина пути в таких сетях определяется следующим образом:

⟨𝑙⟩ = ln𝑁

ln𝐾
,

где 𝑁 — количество элементов в сети, а 𝐾 — количество связей у одного элемента. Если взять
количество нейронов в какой-либо анатомической области 𝑁 = 1 млрд, а среднее число синапсов
у нейрона 𝐾 = 1000, то получим среднюю длину связи ⟨𝑙⟩ = 3. Настолько малая длина позволяет
таким сетям быстрее генерировать информацию. Можно показать, что в таких сетях значительно
выше мера эффективности обмена информацией:

𝐸(𝐺) =
1

𝑁(𝑁 − 1)

∑︁
𝑖,𝑗∈𝐺

1

𝑑𝑖,𝑗
,

где 𝐺 — рассматриваемая сеть (граф), 𝑁 — количество узлов в сети, а 𝑑𝑖𝑗 — длина кратчайшего
пути между узлами 𝑖 и 𝑗 в сети. Нормировка на 𝑁(𝑁 −1) нужна для того, чтобы взять за единицу
эффективность сети, имеющей все 𝑁(𝑁 − 1)/2 возможных связей [36, 37]. Искусственные
нейронные сети, построенные на основе модели «тесного мира», быстрее обучаются и делают
меньше ошибок [38].

Подобная закономерность существует и на более высоких уровнях. Есть все основания
предполагать, что сети в мозге являются многоуровневыми, то есть узлами могут быть не
только нейроны, но и целые сети, построенные по такому же принципу [39], то есть мозг
может описываться как гиперсеть [40]. В качестве узлов могут выделяться и искусственные
структуры (восстановленные или созданные на основании применения теории графов), например,
воксели (трёхмерные пиксели, используемые для анализа данных функциональной магнитно-
резонансной томографии, фМРТ). Связь между узлами в таких работах определяется исходя из
их активности различными статистическими методами [41–44], после чего тесные сообщества
выделяются с помощью специального класса алгоритмов для обнаружения связанных популяций
(Communiy detection) [45, 46]. В таких исследованиях воксели также показывали аналогичную
сетевую структуру, с тесными сообществами и хабами [47–50]. Для некоторых областей мозга
была показана эквивалентность структуры, полученной анатомическими методами и методами
анализа активности групп нейронов по методу фМРТ [51]. Таким образом, сходная структура
обнаруживается на разных уровнях. Возможно, сетевая структура на каждом уровне определяет
структуру следующего уровня — и так далее, вплоть до более высоких уровней сетей, вроде
социальных, непосредственно доступных для наблюдения.
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По всей видимости, такие сети возникают эволюционным путём под действием сложной
окружающей среды. Проследить эволюцию сети живого мозга достаточно сложно в силу большой
сложности таких сетей, поэтому используется компьютерное моделирование. В работе [52] модель
многослойной нейронной сети со связями, меняющимися по генетическому алгоритму, обучалась
нескольким задачам, причём требуемая задача часто менялась. При этом в такой сети возникли
структурные мотивы, сходные с вышеописанными мотивами в сетях живого головного мозга.
Специально определённая метрика модульности, показывающая, насколько хорошо в сети можно
выделить сообщества с минимумом связей между ними, росла при таком обучении. Более простая
линейная модель, в которой вектор результатов получался из вектора ресурсов среды с помощью
матрицы, а метрика успешности вычислялась как модуль разницы между вектором результатов
и заданным идеальным вектором, показала похожий результат — в матрице обнаруживались
блоки из ненулевых элементов на общем фоне, состоящем преимущественно из нулей. Здесь
частота изменения задачи оказалась напрямую связана с похожей метрикой модульности для
матрицы [53].

Таким образом, в головном мозге в результате эволюции в окружающей среде сосуществуют
два прямо противоположных «стандарта» формирования сетей — сети «тесного мира» с большим
количеством связей между различными парами элементов и сети с узлами, имеющими большое
количество связей. Первые характеризуются малым коэффициентом кластеризации, высокой плот-
ностью связей и небольшой средней длиной пути, а вторые — наоборот, высоким коэффициентом
кластеризации, низкой плотностью связей и увеличенной средней длиной пути. Активность узлов
в каждом сообществе сильно коррелирует друг с другом и слабо коррелирует с активностью
в других сообществах. Эти типы организации сетей напрямую связаны с дифференциацией
(сегрегацией) и интеграцией информации [23].

Сегрегация информации означает, что обработка узкоспециализированной информации
каждого конкретного типа, выполнение каждой конкретной задачи осуществляется в своих
специализированных модулях. Этими модулями как раз и являются вышеупомянутые сообщества,
имеющие тесные внутренние связи по модели «тесного мира». В них, во-первых, короткие
связи между элементами увеличивают скорость генерации информации, а, во-вторых, группа из
большого числа нейронов может находиться в большом количестве состояний, и таким образом
различать большое число объектов.

Интеграция информации — наличие взаимосвязей, взаимозависимостей между состояниями
узлов в различных сообществах. Это необходимо для обмена информацией и, следовательно, для
построения общих выводов на основе информации, обрабатываемой различными сообществами.
Физической основой интеграции информации являются узлы–хабы, обеспечивающие взаимосвязь
между кластерами. Без этого работа мозга как единого целого была бы невозможной. Интеграция
информации основана на взаимосвязях между кластерами и реализуется нейронами из «клуба
избранных».

Таким образом, была раскрыта основная суть двух явлений, оцениваемых в теории ин-
тегрированной информации: сегрегация и интеграция информации. Можно предположить, что
они возникают в мозге эволюционным путём и крайне важны для успешного функционирования
головного мозга.

Определение параметра интегрированной информации Φ

Рассмотрим теперь, как именно вычисляется показатель Φ. Необходимо вывести такой
показатель, который будет описывать степень генерации информации частями системы и сте-
пень её интеграции. Для начала необходимо точно охарактеризовать генерацию информации.
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Представим систему в виде случайной величины 𝑋 , представляющей собой 𝑁 -мерный вектор,
где 𝑁 — количество элементов (узлов) в системе. Каждый элемент вектора показывает состояние
одного узла в данный момент времени. Состояния узлов считаются бинарными — узел может
быть либо не активен (состояние «0»), либо активен (состояние «1»). Система эволюционирует со
временем, вначале находясь в состоянии 𝑋0, затем, через какое-то время, в состоянии 𝑋1, затем,
через такое же время — в состоянии 𝑋2, и так далее. В данной теории время рассматривается
дискретно, через определённые промежутки ∆𝑡 [3]:

𝑋1∆𝑡−→𝑋2∆𝑡−→𝑋3 . . .

Тогда количество информации, сгенерированной системой за один шаг ∆𝑡, можно оценить с
помощью выражения:

𝐻(𝑋𝑡|𝑋𝑡+∆𝑡),

где 𝐻(𝑋|𝑌 ) — условная энтропия переменной 𝑋 при условии произошедшего наблюдения
переменной 𝑌 . Здесь условная энтропия показывает количество информации, необходимое для
описания системы (полного снятия неопределённости о ней) в момент времени 𝑡 при условии,
что известно состояние системы в момент времени 𝑡+ ∆𝑡. Можно сказать, что этот показатель
предсказывает, в какой степени состояние системы в момент времени 𝑡 предсказывает будущее
состояние системы в момент 𝑡+∆𝑡. Теперь необходимо оценить степень интеграции информации,
то есть взаимодействия частей системы. Для этого Тонони с коллегами предложили разбить
систему на непересекающиеся части, удалив все связи между этими частями, и рассчитать простую
разность между количеством информации, генерируемой целой системой, и генерируемой суммой
её частей. Эта метрика называется эффективной информацией (Effective Information, EI):

𝐸𝐼(𝑋𝑡 → 𝑋𝑡+∆𝑡, 𝑃 ) =

[︃
𝑘∑︁

𝑖=1

𝐻(𝑃𝑡,𝑖|𝑃𝑡+∆𝑡,𝑖)

]︃
−𝐻(𝑋𝑡|𝑋𝑡+∆𝑡).

Здесь 𝑃 = 𝑃1, 𝑃2, . . . 𝑃𝑘; 𝑃1 ∪ 𝑃2 ∪ . . .∪ 𝑃𝑘 = 𝑋 — разбиение системы на 𝑘 частей. Энтропии под
суммой вычисляются для каждой части системы, для некоторого подмножества её элементов 𝑃𝑖.
Очевидно, что данная разность не всегда будет равной нулю, энтропия суммы частей не равна
энтропии всей системы, поскольку в выражении для условной энтропии фигурируют распределе-
ния вероятности, и сумма распределений в общем случае не равна совместному распределению.
Равенство достигается только в случае полной независимости частей, когда разделение ничего не
изменит — тогда сумма энтропий частей будет равна суммарной энтропии системы, и разность
будет равна нулю. Это очень важный частный случай, помогающий понять принцип оценки
степени интеграции информации — оценивается степень взаимозависимости, степень того, какие
последствия будут от разделения системы на части. Чем больше выигрыш от объединения частей
в систему, чем больше информации можно дополнительно получить от такого объединения, тем
больше будет эффективная информация EI. Теперь необходимо определить, какое конкретно
разбиение системы на части необходимо использовать для расчётов. По определению, данному
в работе [3], требуется найти такое разбиение, которое даст минимальное значение EI, то есть
такое, которое определит наиболее независимые части системы. Это позволяет определить слабое
место системы — ту её часть, которая минимально связана с остальной системой и, следовательно,
слабо обменивается с ней информацией. Информация, сгенерированная этой частью, менее всего
используется системой для создания общих выводов и даёт наименьший вклад в работу системы.
В наихудшем пределе такое минимальное значение равно нулю, что означает, что удалось найти
полностью независимую подгруппу в системе, не обменивающуюся информацией с остальными
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частями. Найденное разбиение в IIT называют разбиением с минимальной информацией (Minimum
Information Partition, MIP). И значением коэффициента интегрированной информации Φ является
значение эффективной информации EI при разбиении MIP:

Φ = EI(𝑋𝑡 → 𝑋𝑡+∆𝑡, 𝑃 = MIP).

Наконец, необходимо устранить одну проблему. В случае, если части, на которые разбива-
ется система, будут сильно не равны по размеру, то эффективная информация будет в первую
очередь определяться размерами частей системы, а не степенью взаимосвязи и взаимозависимо-
сти, как это требуется. Например, в случае разбиения на две сильно неравные части эффективная
информация будет почти всегда меньше, чем при разбиении на равные, поскольку отделение
небольшого числа элементов слабо затрагивает систему и слабо изменяет количество генерируе-
мой в ней информации. Аналогично, разбиение на много частей даст уменьшение информации
гораздо большее, чем разбиение на небольшое число — чем больше частей, тем больше свя-
зей будет разорвано, тем больше взаимозависимостей пропадёт, и система станет генерировать
меньшее число информации. Для устранения таких эффектов при поиске разбиения минимум
ищется по нормированным значениям EI, где нормировочный коэффициент 𝑁𝑃 равен минимально
возможной информации, генерируемой всеми частями системы:

𝑁𝑃 = (𝑘 − 1) min
𝑖=1...𝑘

𝐻max(𝑃𝑖),

где 𝑘 — количество частей в разбиении, а 𝐻max(𝑃𝑖) — максимальная энтропия части системы
(максимально возможное количество информации, которое требуется, чтобы описать её состояние).
Для систем с бинарными узлами максимальная энтропия равна размеру системы. Таким образом,
𝑁𝑃 = (𝑘 − 1)min𝑖=1...𝑘 |𝑃𝑖| [3]. В итоге, показатель интегрированной информации определяется
выражением

Φ = argmin
𝑃

[︁∑︀𝑘
𝑖=1𝐻(𝑃𝑡,𝑖|𝑃𝑡+∆𝑡,𝑖)

]︁
−𝐻(𝑋𝑡|𝑋𝑡+∆𝑡)

(𝑘 − 1)min𝑖=1...𝑘 |𝑃𝑖|
, (1)

из которого видно, что показатель интегрированной информации измеряется в битах, поскольку
Φ фактически представляет собой линейную комбинацию различных энтропий, которые тоже
измеряются в битах. В теории Φ неотрицателен, поскольку сумма энтропий Шеннона частей
системы будет больше энтропии целой системы — большее количество связей даёт большее
количество взаимозависимостей, что уменьшает количество возможных состояний системы и
снижает энтропию. Теоретически максимально возможное значение Φ равно количеству элементов
в системе, однако на практике оно никогда не достигается, так как для этого требуется, чтобы
энтропия целой системы была равна нулю, что невозможно.

Практическое вычисление
коэффициента интегрированной информации

Основной проблемой вычислений по такому классическому определению является нахожде-
ние разбиения с минимальной информацией. Никаких предположений и ограничений по поводу
вида разбиения не делается — теоретически оно может быть произвольным, на любое количество
частей и с любым распределением элементов по этим частям. На практике такое разбиение может
быть найдено только полным перебором всех возможных разбиений, с вычислением нормирован-
ной эффективной информации для каждого и поиском минимума. Оценим сложность алгоритма.
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Количество всех возможных разбиений множества из 𝑁 элементов определяется числом Белла
𝐵𝑁 . Оно задаётся рекуррентным соотношением [54]

𝐵𝑁 =

𝑁∑︁
𝑘=0

𝐶𝑘
𝑛𝐵𝑘−1.

Принимая по очевидным причинам, что 𝐵0=1 и 𝐵1=1, легко рассчитать число Белла и для
следующих 𝑁 . Так, например, 𝐵10=115975, 𝐵15=1382958545, а 𝐵20=51724158235372 (рис. 3).

Число Белла можно оценить как [55]:

𝐵𝑁 <

(︂
0.792𝑛

ln(𝑛+ 1)

)︂𝑛
,

то есть оно растёт быстрее экспоненты, но медленнее факториала. Таким образом, даже для
относительно небольших систем вычисление Φ становится большой проблемой. Современных
вычислительных мощностей, даже на суперкомпьютерах, будет недостаточно для определения
показателя Φ у систем с 𝑁 ⩾ 10 элементами. Поэтому на практике часто ограничиваются
разбиением системы на две части. В таком случае число разбиений, которые необходимо пере-
брать, определяется числом Стирлинга второго рода [56], которое растёт уже экспоненциально
(см. рис. 3):

𝑆(𝑁, 2) =
1

2
(2𝑛 − 1)

5 1 0 1 5 2 0 2 5
11 01 0 01 0 0 01 0 0 0 01 0 0 0 0 01 0 0 0 0 0 01 E 71 E 81 E 91 E 1 01 E 1 11 E 1 21 E 1 31 E 1 41 E 1 51 E 1 61 E 1 71 E 1 81 E 1 91 E 2 01 E 2 11 E 2 21 E 2 3
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Рис. 3. Количество вариантов разбиения системы на части, которое нужно перебрать для нахождения разбиения с
минимальной информацией (MIP). Приведены количества для разбиения на произвольное число частей и разбиений на
две части; также для сравнения приведено значение факториала количества элементов. Масштаб по оси 𝑦 логарифми-
ческий. Построено на основе применения оценки произвольного числа разбиений системы [55] и разбиений на две
части [56]

Fig. 3. A number of system partitions required to consider to find the Minimal Information Partition (MIP). Number of
partitions is shown for arbitrary partitions and bipartitions; also a factorial of a number of elements is shown for reference.
The 𝑦 axis is in logscale. Plotted using the estimation of a number of arbitrary partitions [55] and a number of bipartitions [56]
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Однако даже в таком упрощённом варианте задача остаётся очень сложной. Например, для
30 нейронов при выполнении вычислений придётся перебрать 𝑆(30, 2) = 5.369 · 108 возмож-
ных разбиений. Поэтому необходимы приближённые методы, которые позволяют произвести
расчёт быстрее, получая Φ, не сильно отличающееся от точного значения. Они основаны на
нахождении разбиения, в той или иной мере повторяющего свойства истинного (требуемого по
определению, данного в IIT), но находимого без полного перебора. Одним из первых предложений
было использование так называемого атомарного разбиения (Atomic partition) [13, 57, 58], которое
представляет собой простое деление системы из 𝑁 узлов на 𝑁 частей, где каждый узел оказыва-
ется в одной части (рис. 4, а). Это частично решает задачу, поскольку соответствует основной
идеологии теории интегрированной информации — расчёт выигрыша при работе целой системы
по сравнению с работой отдельно взятых частей. При этом приближённо считается, что такими
отдельными частями являются сами узлы, и игнорируется присутствие отдельных кластеров
(подмножеств), способных к генерации информации. Это серьёзный недостаток такого подхода,
поскольку реальная структура нейронных сетей в мозге, как указывалось ранее, не однородна,
а состоит из отдельных кластеров, имеющих внутри тесные связи (рис. 4, b). Каждый из этих
кластеров решает конкретную задачу и является в некоторой степени самостоятельной единицей,
и разбиение сети на отдельные нейроны игнорирует этот факт и не позволяет оценить выигрыш в
генерации информации вследствие работы таких кластеров. Поэтому необходимы приближения,
учитывающие такую кластерную структуру.

Можно предположить, что разбиение на такие кластеры является наиболее близким к
тому, которое требуется по определению Φ, данному в IIT (рис. 4, c). Разбиение по местам, где
между частями системы имеется меньше всего связей (то есть, разбиение вне границ кластеров),
приведёт к наименьшему снижению количества информации, генерируемой системой. Для выяв-
ления подобных кластеров используются методы статистического анализа нейронной активности.
Высокая корреляция между рядами спайковых событий двух нейронов означает, что с большой
вероятностью активность одного нейрона может быть причиной активности другого, то есть
один из них имеет синаптическую связь с другим. Сила синаптической связи определяется по
величине корреляции. После этого используются широко известные методы нахождения тесных

Рис. 4. Приближённые разбиения нейронной сети головного мозга, частично повторяющие свойства искомого MIP.
a — Атомарное разбиение, каждый нейрон находится в своей подвыборке (отмечены красными кругами). Подобное
разбиение не соответствует реальной структуре сети и пренебрегает обработкой информации нейронными группами.
b — Кластерная структура нейронной сети. Хорошо видны сообщества нейронов, соединённые между собой связями
с помощью узлов-хабов (отмечены звёздочками). c — Разбиение нейронной сети на подвыборки, соответствующие
сообществам нейронов. Адаптировано из [21] (цвет онлайн)

Fig. 4. Approximated partitions of a brain neural network partially replicating properties of MIP. a — Atomic partition, every
neuron is contained in its own partition (shown by the red circles). Such partition does not correspond to an existing structure
of a neural network and neglects the information processing by neuron groups. b — Neural network cluster structure. Neuron
communities connected between each other by synapses with hubs (marked by astericks) are visible. c — Neural network
partition by groups corresponding to neuron clusters. Changed from [21] (color online)
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кластеров во взвешенном графе, такие как метод Ловена [59], спектральная кластеризация [60]
или взвешенная модель стохастических блоков [61]. Это позволяет вычислить Φ за разумное
время, получая достаточно точный результат [57].

Вычисление Φ по определению (1) на практике весьма затруднено. Здесь возникает из-
вестная проблема, возникающая при получении статистических распределений — объём данных
может стать сильно недостаточным для получения достаточно точного распределения вероятности.
Для системы из 𝑁 элементов существует 2𝑁 возможных состояний, и необходимо пронаблю-
дать каждое из них достаточное количество раз, чтобы рассчитать вероятность возникновения
каждого состояния и таким образом получить распределение вероятности, близкое к истинному.
На практике проблемы проявляются в возникновении нестабильности вычисляемого значения Φ,
когда небольшая разница во входных данных (например, наблюдение немного меньшего числа
состояний) приводит к очень большим изменениям в Φ). При этом нормированная эффективная
информация 𝐸𝐼/𝑁𝑃 для нескольких разбиений системы практически не отличается и находится
около искомого минимума, а ненормированная эффективная информация 𝐸𝐼 для этих разбиений
различается уже значительно. Небольшая разница в собранных состояниях системы при этом
приводит к тому, что искомый минимум переходит к другому разбиению, которое даст уже сильно
другое ненормированное значение 𝐸𝐼 , и, следовательно, другое значение Φ. Такая нестабиль-
ность может серьёзно исказить результаты. Поэтому в [62] был разработан новый алгоритм для
вычислений, так называемое авторегрессионное Φ. С его помощью возможно вычисление Φ
для встречающихся на практике данных об эволюции состояний каждого элемента системы со
временем. Коэффициент интегрированной информации в таком случае вычисляется следующим
образом:

ΦAR =
min𝑀

1
2 ln

detΣ(𝑋)
detΣ(𝐸𝑋)

−
∑︀𝑀

𝑘=1
1
2 ln

detΣ(𝑀𝑘)

detΣ(𝐸𝑀𝑘 )

𝐿(𝑀)
. (2)

Здесь Σ(𝑋) — ковариационная матрица переменной 𝑋 , 𝐸𝑋 — остатки регрессии, предска-
зывающей состояние системы в момент времени 𝑡 на основе состояния в момент времени
𝑡 + ∆𝑡, 𝐸𝑀𝑖 — такие же остатки, но не для целой системы, а для её частей (подвыборок) 𝑀𝑖,

а 𝐿(𝑀) = 1
2 ln

[︁
min𝑘 {(2π𝑒)|𝑀𝑘| detΣ(𝑀𝑘)}

]︁
— нормировочный коэффициент. Разделение на под-

выборки можно использовать любое, предложенное в одном из приближённых методов расчёта.
При вычислении Φ подобным способом возможны проблемы в случаях, когда данные меняются
слишком медленно (элементы системы находятся всегда в состоянии «0» или «1»), что приводит к
невозможности вычисления регрессий в (2). В таком случае наименее слабо меняющийся элемент
удаляется из системы [14]. Поскольку такие элементы кодируют мало информации, их удаление
не сказывается на результате.

В литературе встречаются и другие определения, в которых применены некоторые усо-
вершенствования, такие как учёт предсказания на каждом этапе и будущего, и предыдущего
состояний системы [63], замены разности энтропий на метрику разности распределений (метрику
Вассерштейна) [4], и многие другие [64–66]. Однако, на практике в рассмотренных ранее статьях
для практических вычислений на данных в виде временных рядов (спайковых или ЭЭГ) они
не применялись, поскольку вычисление характеристик распределений, требуемое при исполь-
зовании данных методов, невозможно на практике из-за недостаточности объёмов данных. Так,
например, в работах [20–22] данные нейронной активности представляли собой временные ряды
большой длины, поэтому было использовано определение «авторегрессионного Φ». В работе [13]
было использовано классическое определение, поскольку вследствие малого объёма данных в
искусственно симулированной системе вычисление энтропий было возможно. В работе [14]
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авторегрессионный вариант был использован для вычисления на наборе данных большего объёма;
для другого набора данных было использовано классическое определение.

Наконец, для вычисления Φ на данных нейронной активности (спайковых или ЭЭГ) необхо-
димо найти параметр ∆𝑡, который определяет, за какое количество шагов вычисляется количество
сгенерированной системой информации. При расчёте Φ в моделируемых системах, где их эволю-
ция со временем происходит по шагам (с помощью программного кода в цикле), (как, например,
в [13]), очевидно рассматривается генерация информации за один такой шаг. Для непрерывных,
не обладающих дискретностью, систем применение такого подхода неправомерно. В работе [20]
приводится обзор подходов к выбору ∆𝑡 для нейронной активности головного мозга. Внутри
головного мозга на разных уровнях происходит огромное число процессов со сложной временной
динамикой, поэтому любая оценка ∆𝑡 будет приблизительной, и вычисление Φ с использова-
нием такой оценки не будет основано на количестве информации, сгенерированной за время
завершённого цикла. В мозге обнаруживаются процессы, происходящие с разной скоростью,
как на уровне отдельных нейронов (потенциалы действия и выброс нейромедиатора), так и на
уровне множества нейронов (суммарная активность мозга). На данный момент имеется много
подтверждений того, что эти процессы происходят периодически, и могут быть описаны либо
по принципу скользящего среднего, либо авторегрессионно (каждое следующее состояние выво-
дится из предыдущего). Необходимо оценить временной масштаб подобных процессов. Можно
предположить, что эти периоды определяются ритмичными колебаниями больших нейронных
групп, которые видны в виде ритмов на ЭЭГ. Также периодичными, по всей видимости, являются
когнитивные процессы [67–69]. По разным источникам (см., обзор в [20]), момент осознанного
восприятия, например, наступает в периоде от 50 до 500 мс после предъявления информации,
поэтому полезно рассматривать периоды генерации информации нейронными сообществами
именно в таких пределах. В целом, все источники едины во мнении, что подобные процессы
происходят на временном масштабе быстрее секунды. В итоге, для определения характерного
периода, за который генерируется максимальное количество информации, необходимо перебрать
все возможные количества шагов, дающие ∆𝑡 в пределах одной секунды. Значение ∆𝑡, при котором
достигается максимальный показатель Φ, и используется в дальнейших вычислениях. Подобный
подход использовался в [14].

Заключение

Были рассмотрены основы теории интегрированной информации и её возможное приме-
нение в нейробиологии для оценки процесса приобретения нового опыта. Указаны способы,
позволяющие на практике вычислить значение Φ для данных нейронной активности. На насто-
ящее время подобный подход применяется ограниченно в силу значительной вычислительной
сложности для больших объёмов спайковых данных. Однако существующие исследования по-
казывают преимущества использования IIT и её способности оценивать внутренние состояния
нейронных сетей в головном мозге.
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